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基于改进YOLOv5的动车组关键部件缺陷检测
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摘要:针对目前动车组(electricmultipleunits,EMUs)关键部件缺陷检测模型复杂、小目标漏检率

高和检测效率低的问题,提出一种基于改进 YOLOv5的缺陷检测方法。该方法在利用生成对 抗

网络(generativeadversarialnetwork,GAN)进行数据增强的基础上,采用轻量级网络 MobileNetV3-
large对 YOLOv5m主干网络进行替换,同时使用深度可分离卷积优化颈部3×3网络结构,以降

低模型的参 数 量 和 计 算 量;在 改 进 后 的 主 干 网 络 中 引 入 坐 标 注 意 力 机 制(coordinateattention,

CA),以捕获小目标 的 位 置 信 息 和 通 道 信 息,增 强 网 络 的 特 征 表 达 能 力;对 非 极 大 值 抑 制(non-
maxsuppression,NMS)算法进行优化,融入重叠检测框中心点的位置信息,以提升预测框的定位

准确性。在EMUs缺陷数据集上的实验结果表明,本文提出的检测模型相较于 YOLOv5m,参数

量减少了77%,计算量降低了80.9%,单 张 图 片 的 检 测 时 间 减 少 了31.7%,平 均 精 度 均 值(mean
averageprecision,mAP)可达到0.804。另外,在 NEU-DET数据集 上 的 实 验 结 果 表 明,改 进 后 的

模型也具有较强的泛化能力。
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Abstract:Atpresent,thedefectdetectionofkeycomponentsofelectricmultipleunits(EMUs)hasthe
problemsofcomplexmodel,highmisseddetectionrateofsmalltargetsandlowdetectionefficiency.To
solvetheexistingproblems,adefectdetectionmethodbasedonimprovedYOLOv5isproposed.Onthe
basisofusinggenerativeadversarialnetwork(GAN)toexpandthedataset,theYOLOv5mbackboneex-
tractionnetworkischangedtotheMobileNetV3-largenetworkstructure,andtheneck3×3convolution
layerisoptimizedbyusingdepthwiseseparableconvolutiontofurtherreducethemodelcomplexity.
Then,thecoordinateattention(CA)isintroducedintotheimprovedbackbonenetworktocapturethelo-
cationinformationandchannelinformationofsmalltargets,therebyenhancingthefeatureexpressiona-
bilityofthenetwork.Thenon-maxsuppression(NMS)algorithmisoptimizedbyintegratingtheposi-
tioninformationofthecenterpointoftheoverlappingdetectionboxtoimprovetheaccuracyofthepre-
dictionboxlocation.TheexperimentalresultsontheEMUsdefectdatasetshowthat,comparedwith
YOLOv5m,theimprovedmodelreducestheamountofparametersby77%,theamountofcomputation
by80.9%,thedetectiontimeofasingleimageby31.7%,andthemeanaverageprecision(mAP)can
reach0.804.Inaddition,theexperimentalresultsontheNEU-DETdatasetshowthattheimproved
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modelalsohasastronggeneralizationability.
Keywords:electricmultipleunits(EMUs);defectdetection;YOLOv5;MobileNetV3;attentionmecha-
nism

0 引 言

  近年来,我国高速铁路网规模不断增大,高铁

运营里程已突破4万千米,稳居世界第一。为满

足日益增长的运输需求,动车组(electricmultiple
units,EMUs)需全天候不间断运行,安全隐患不断

增加。动车组为高速移动的复杂巨系统,含有大

量关键零部件,例如齿轮箱、转向架、减振器等,易
受运行环境的影响而产生缺陷。若检查处理不及

时,可能会导致事故的发生。目前国内主要采用

动车组运行故障图像检测系统(troubleofmoving
EMUdetectionsystem,TEDS)对动车组进行安全

检测,但检测准确率较低,高速相机采集到的图片

需要人工进行二次识别,检测效率和质量无法保

证。因此,提高动车组关键部件缺陷检测效率和

精度对运行安全有重要的意义。
  随着基于深度学习的目 标 检 测 技 术 迅 速 发

展,国内外学者逐渐将深度学习应用到动车组关

键部件的缺陷检测中。利用卷积神经网络替代传

统目标检测算法提取图像特征,可以有效地实现

动车组关键部件的缺陷检测和分类。文献[1]针
对TEDS系统检测精度较低的问题,提出基于卷

积神经网络的缺陷检测模型和分割模型,该模型

实现了动车组缺陷实例的精准分割。受电弓是动

车组的关键取流部件,文献[2]基于深度学习设计

出受电弓缺陷检测网络(pantographdefectdetec-
tionneuralnetwork,PDDNet),用于在线检测受电

弓滑板表面的缺陷,以保证动车组的供电稳定性。
文献[3]提 出 多 级 缺 陷 检 测 流 水 线 网 络(multi-
stagepipelinefordefectdetection,MPDD),该模型

通过结合卷积神经网络和超分辨率策略提升检测

性能,实现了动车组关键 部 件 缺 陷 的 自 动 检 测。
文献[4]采用生成对抗网络(generativeadversarial
network,GAN)对动车组部件图像进行缺陷诊断,
并在定位阶段引入注意力机制,通过实验验证了

该模型在复杂环境下的缺陷检测性能。上述改进

虽然使算法的性能得到了提升,但对于现有动车

组关键部件的缺陷检测网络,仍存在模型复杂、小
目标漏检率高等弊端。
  目前,基于深度学习的目标检测方法主要有

两种类型:基于候选区域的两阶段目标检测模型

和基于回归的单阶段目标检测模型。两阶段目标

检测算 法 的 代 表 有 R-CNN[5]、SPPnet[6]、FastR-

CNN[7]、FasterR-CNN[8]。由 于 两 阶 段 方 法 需 要

先从输入图像中生成候选窗口,然后才能提取特

征完成检测,所以检测效率较低,无法满足实时检

测的要求。而单阶段目标检测方法可以直接通过

网络模型回归出目标位置,推理速度较快,检测实

时性高。单阶段目标检测算法的代表有SSD[9]、
YOLO系列算法,因检测速度快、模型较小而被广

泛应用于嵌 入 式 移 动 平 台。文 献[10]通 过 简 化

YOLOv3网络结构,加入密集连接的空间金字塔

池化,解决了在嵌入式平台上原始网络检测速度

低的问题。文献[11]使用轻量级 GhostNet网络

替换YOLOv4的主干网络,并优化了损失函数,使
其更有利于在移动端部署。
  为了降低缺陷检测模型的复杂度,提高检测

实时性和小目标检测精度,本文以 YOLOv5m网

络模型为基础,将动车组关键部件常见的3类缺

陷(异物、漏油、划痕)作为检测目标,对网络结构

进行优化以达到检测要求。首先,将主干特征提

取网络替换为轻量级网络 MobileNetV3[12],在不

损失太多精度的情况下大幅度减少计算量和参数

量,方便后续在计算资源不足的终端设备上进行

部署;其次,将主干网络中的冗余层移除,加入坐

标注意力 机 制(coordinateattention,CA),增 加 主

干网络的小目标特征提取能力;最后,利用深度可

分离卷积替换颈部3×3卷积,并对非极大值抑制

(non-maxsuppression,NMS)进行改进,提升模型

的缺陷检测效果。在降低模型复杂度的同时,有
效提高了动车组关键部件缺陷的检测效率和小目

标检测准确率。

1 数据集构建

  动车组关键部件易受环境因素的影响产生多种

缺陷,根据统计数据,动车组全年产生异物、漏油和

划痕缺陷的数量占比超过半数。动车组的大量缺陷

数据由TEDS系统实时采集,经集中处理后上传至

监控中心进行检查分析。TEDS图像采集模块由侧

部相机和底部相机组成,可以采集到轮轴、转向架装

置等车体底部可视部件和侧裙板、轴箱等侧部可视

部 件。从图像采集模块的高速线阵扫描相机选取

2124张缺陷图片作为基础数据集,包括异物、漏油和

划 痕3种缺陷,如图1所示。数据集的数量及质量

在深度卷积神经网络的训练过程中起着至关重要的

作用[13],而原始数据集中的漏油和划痕缺陷图片较
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少,异物图片较多,导致缺陷样本数量不均衡。为提

高模型的检测性能,对漏油和划痕缺陷样本进行数

据增强。

图1 缺陷类型:(a)异物;(b)漏油;(c)划痕

Fig.1 Defecttype:(a)Foreignbody;
(b)Grease;(c)Scratch

1.1 有监督数据增强

  有监督数据增强主要分为单样本数据增强和多

样本数据增强,单样本数据增强主要分为几何变换

和颜色变换。几何变换操作不改变图像的本身内

容,扩增的样本过于单一,而颜色变换可以改变图片

本身的信息,增加了数据样本的多样性和变化性[14]。
故本文采用添加噪声、颜色扰动和模糊处理操作对

漏油和划痕缺陷数据进行扩充,以降低样本不均衡

的比例,提升缺陷检测模型的泛化能力。同时采用

YOLOv5模型中的 Mosaic多样本数据增强方式,该
方式通过随机裁剪4张图片进行拼接来丰富检测物

体的背景,减少了GPU的内存使用,从而取得较好

的训练效果。

1.2 无监督数据增强

  考虑到有监督数据增强方式生成的图片与原图

差异性较小,过量使用则会降低模型的泛化能力。
故采用GAN[15]生成质量较高的数据样本,进一步实

现数据扩增,提高模型的鲁棒性。

  GAN网络的设计思想来源于博弈论中的2人

零和博弈[16],由生成模型(generativemodel)和判别

模型(discriminativemodel)组成。生成模型通过给

定的随机噪声产生接近真实样本的图片,而判别模

型用来判断输入图片为真实数据还是生成模型生成

的数据,形成了一个博弈的过程。在训练过程中,循
环交替地优化生成模型和判别模型的网络参数,最
终达到纳什均衡点。GAN网络的目标函数如式(1)
所示:

min
G
max

D
V(D,G)=Ez~pz(z)

[log(1-D(G(z)))]+

Ex~pdata(x)
[logD(x)], (1)

式中,x为真实数据,pdata 为真实数据的分布,D(x)
为真实数据分类为真的概率,z为输入噪声,pz 为噪

声分布,G(z)为生成模型生成的数据,D(G(z))为

生成数据分类为真的概率。

  原始GAN网络模型在实际训练过程中需要输

入成对的数据集,且存在收敛困难和训练不稳定的

缺陷,难以满足本文的数据增强需求。根据划痕缺

陷样本的特点,本文采用CycleGAN[17]进行无监督

数据增强,其结构如图2所示。

图2 CycleGAN网络结构

Fig.2 CycleGANnetworkstructure

  CycleGAN由两个生成模型(G、F)和两个判别

模型(DX、DY)组成环形结构,X、Y 域中的原始图像

分别由生成器G、F 进行转换,判别器用来判断生成

图像的真实性。同时引入了循环映射和循环一致性

损失(cycleconsistencyloss),损失函数被定义为两

个GAN网络损失和循环一致性损失的和,如式(2)
所示。循环一致性原则使学习到的两种映射不会相

互矛盾,从而实现了无配对的两张图片进行训练,达
到少量样本也可以生成高质量图片的效果。

  Lossfull=LossGAN(G,DX)+
LossGAN(F,DY)+λLosscycle。 (2)

  CycleGAN在实际训练过程中没有出现模型崩

溃的情况,并且生成图像的质量较高,可用于划痕数

据集扩增。使用CycleGAN生成的划痕缺陷数据如

图3所示,其中第一行(a)组为原始划痕缺陷图像,第
二行(b)组为CycleGAN生成图像。

图3 CycleGAN生成的数据:
(a)原始图像;(b)CycleGAN生成图像

Fig.3 DatageneratedbyCycleGAN:
(a)Originalimage;

(b)CycleGANgeneratedimage
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2 网络结构的设计

2.1 YOLOv5m网络结构

  YOLOv5在 YOLOv4[18]的基础上进行了多方

面 优 化,根 据 模 型 深 度 和 特 征 图 宽 度 分 为

YOLOv5s、YOLOv5m、YOLOv5l、YOLOv5x,本 文

采用YOLOv5m作为基础模型。由于4种网络结构

的原理相同,所以只介绍YOLOv5m的整体结构,结
构图如图4所示。

图4 YOLOv5网络结构图

Fig.4 YOLOv5networkstructurediagram

  YOLOv5的网络结构延续YOLO系列的设计,
由输入端、Backbone、Neck和预测结果输出4个部

分组成。输入端采用 Mosaic数据增强以加快模型

的收敛速度。在主干网络中,YOLOv5和 YOLOv4
一样借鉴了CSPNet[19],但 YOLOv5中设计了两种

CSP结构并加入Focus模块,Backbone和 Neck分

别使用CSP1_X和CSP2_X。Neck通过FPN结构

自顶向下上采样和PAN结构自底向上下采样进行

多尺度特征融合,增加了不同尺寸特征图的语义信

息和特征信息。输出端采用CIOU_Loss作为边界

损失函数,预测框经过加权NMS进行筛选,输出置

信度最高的边框坐标完成目标检测。虽然YOLOv5
的检测性能在常用目标检测算法中具备一定的优

势,但其主干特征提取网络和颈部网络参数量较多,
计算量大,难以满足移动平台在资源受限条件下的

实时缺陷检测需求。

2.2 MobileNetV3网络

  为了便于将目标检测模型在资源受限的移动端

设备上部署,提高缺陷检测的实时性,本文选用 Mo-
bileNetV3-large网络结构作为特征提取网络。轻量

级网络 MobileNetV3继承了 MobileNetV1的深度

可分离卷积和 MobileNetV2的线性瓶颈的逆残差结

构,并引入了 NetAdapt算法和轻量级注意力模型。
其激活函数在模型的第一层和后端使用h-swish 函

数,如式(3)所示,其余层使用ReLU函数,减少了模

型的计算成本。MobileNetV3综合了前两个版本的

设计优点,性能得到进一步提升,但模型的泛化能力

较弱,对于复杂背景下的小目标仍存在较高的漏检

率,且最后的耗时层结构冗余,容易丢失图像的多尺

度特征信息。

  h-swish(x)=x·ReLU6
(x+3)
6

。 (3)

  为减少缺陷检测模型的参数量和计算量,移除

MobileNetV3-large网络的最后4层,使用剩余的关

键模块对YOLOv5的主干网络进行替换,得到基本

的YOLOv5-MobileNet网络结构。在动车组关键部

件的缺陷数据中,最小异物和漏油的尺度分别为15
×15pixel和4×3pixel,而最大尺度分别为380×
400和400×440,尺度不均衡会影响网络模型的检

测效果。而空间金字塔池化可以进行多方面的特征

提取,有效扩大感受野,丰富的特征信息可以有效解

决目标尺度多样化的问题,故 YOLOv5-MobileNet
的主干网络将保留SPP模块,以提高异物和漏油缺

陷的检测精度。

3 改进的YOLOv5-MobileNet网络

3.1 Backbone网络的改进

  本文采用的数据集中含有大量分辨率低、通道

特征信息有限的小目标异物缺陷图像,YOLOv5-
MobileNet网络模型在训练过程中易丢失相关通道

间的特征信息,导致小目标缺陷检测效果较差。而

注意力机制可以优化深层网络的特征信息,依据权

重去衡量不同信息的重要性,从而加强关键信息、弱
化无用信息,提高小目标的检测性能[20,21]。常用的

通道注意力模块SENet[22]会赋予小目标通道特征信

息更高的权重,但忽略了特征空间的位置信息,而位

置信息会影响小目标的最终检测效果。CA[23]将特

征图的位置信息嵌入到通道注意力中,在增加少量

计算开销的同时,获取了更大区域的信息,并且可以

灵活地添加到轻量级主干网络,提升网络的特征表

达能力。CA模块的结构如图5所示。

  图5中,CA模块通过坐标信息嵌入和坐标注意

力生成两个步骤来编码通道关系和远程依赖关系:

1)对于输入的特征图分别进行水平方向和垂直方向

的平均池化,得到一对方向感知特征图zh、zw ,沿着

两个方向聚合特征有助于网络准确地定位感兴趣区
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域;2)级联生成的两个特征图,经过共享1×1卷积

变换函数F1 得到中间特征图f=δ(F1([zh,zw])),
其中δ为非线性激活函数;然后沿着空间维度将f拆

分为两个单独的张量fh、fw ,利用两个1×1卷积变

换fh、fw 的通道数,得到通道数和输入相同的gh、gw

;拓展后的gh、gw 分别作为注意力权重。CA模块的

输出如式(4)所示:

  yc(i,j)=xc(i,j)×gh
c(i)×gw

c(j)。 (4)

图5 坐标注意力机制

Fig.5 Coordinateattentionmechanism

  基于现有缺陷数据集中小目标异物数量多的特

点和轻量级网络的设计需求,本文在 YOLOv5-Mo-
bileNet主干网络的最后一层加入轻量级CA模块,
在不增加主干网络复杂度的基础上,提升模型检测

小目标缺陷的性能。

3.2 Neck结构的优化

  YOLOv5的Neck网络采用了FPN+PAN的结

构,其中PANet采用自底向上的传递路径进行特征

融合,使顶层特征图也具备丰富的底层位置信息,增
强了多尺度目标的定位能力。而FPN+PAN结构

中采用多个标准卷积层进行特征提取,不仅增加了

模型的参数量和计算量,而且影响特征提取的速率

和多样性。

  深度可分离卷积(depthwiseseparableconvolu-
tion)[24]是一种由深度卷积(depthwiseconvolution)
和逐点卷积(pointwiseconvolution)组成的高效特征

提取模块,其参数量和计算成本远小于基本卷积,并
可以提取到更加丰富的特征表示。深度可分离卷积

操作分为两个过程:对输入数据每个通道分别进行

卷积提取特征,然后采用1×1卷积对第一步产生的

特征进行加权组合,产生新的特征图。若输入数据

为P×P×S,输出特征图大小为P×P×T,卷积核

大小为K×K ,则标准卷积的计算量为:K×K×S
×T×P×P;深度可分离卷积的计算量为深度卷积

和逐点卷积的计算量之和,其值为:K×K×S×P×
P+P×P×S×T,两者计算量之比为1/T+1/K2,
即深度可分离卷积的计算量为标准卷积的1/T+
1/K2。

  在保证缺陷检测精度的前提下,为了进一步减

少模型复杂度,本文借鉴了 MobileNet网络的设计

思想,采用深度可分离卷积替代Neck结构中的标准

卷积操作。改进后的YOLOv5-MobileNet网络模型

结构如图6所示。

图6 YOLOv5-CAtiny网络结构图

Fig.6 YOLOv5-CAtinynetworkstructurediagram

3.3 NMS的改进

  在缺陷检测过程中,同一目标的周围区域会产

生多个预测框,通常会采用 NMS筛选出最佳边界

框。交并比(injectionoverunion,IOU)是 NMS的

判别依据,用于评价真实框和预测框的差距,如式

(5)所示。YOLOv5采用 NMS算法进行预测框筛

选,但NMS算法存在以下几个缺点:1)根据边框的

重叠程度和置信度高低来剔除冗余框时,阈值的选

择会对召回率和检测精度有很大的影响;2)当冗余

框较多时,GPU难以并行处理导致筛选速度下降。

  IOU =
(A∩B)
(A∪B)

,IOULoss=1-IOU 。 (5)

  DIOU-NMS[25]在DIOULoss的基础上被提出,
采用DIOU公式进行计算,增加了新的惩罚项以抑

制冗余框,如式(6)所示:

  si =
si,IOU-RDIOU(M,Bi)<ε
0,IOU-RDIOU(M,Bi)≥ε 

  RDIOU =ρ2(b,bgt)
c2

, (6)
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式中,M 为当前得分最高的预测框,Bi 为待处理框,

b,bgt 分别为预测框和真实框的中心点位置,ρ表示

计算两点的欧氏距离,c表示能同时覆盖b、bgt 两框

的最小矩形的对角线长度。

  YOLOv5选用不同算法的预测结果如图7所

示,NMS算法的筛选机制导致(a)组测试图片出现了

漏检的情况,而(b)组准确检测出了左上方的划痕,
且异物缺陷的预测框相对于(a)组也更为准确。由

于DIOU可以最小化预测框和真实框中心点的距

离,使得DIOU-NMS收敛速度较快,预测效果更好。
综上所述,本文选用 DIOU-NMS来抑制冗余检测

框,以提升模型的缺陷检测效果。

图7 不同算法预测结果对比:
(a)NMS算法;(b)DIOU-NMS算法

Fig.7 Comparisonofpredictionresultsofdifferent
algorithms:(a)NMSalgorithm;

(b)DIOU-NMSalgorithm

4 结果与分析

  本文采用TEDS系统采集到的动车组关键部件

缺陷图片作为基础数据集,数据增强后的图片总数

为2919张,包含478张颜色变换扩充图片,317张Cy-
cleGAN生成图片。本文的模型性能对比实验均采

用扩充后的数据集进行训练,缺陷图片使用Labe-
lImg工具进行标注,标签文件为YOLO格式。将数

据集按8∶1∶1的比例随机划分为训练集、验证集和

测试集,分配结果如表1所示,其中F、G、S分别代表

异物、漏油和划痕。

表1 数据集中各类别的数量

Tab.1 Thenumberofcategoriesinthedataset

Category Train Val Test Sum
F 997 112 108 1217
G 652 76 78 806
S 725 81 90 896

4.1 实验环境和模型评估指标

  实验平台的操作系统为 Windows10,软件框架

为Pytorch,硬件环境为Intel􀆿CoreTMi7-7820XCPU
和 NVIDIARTX2080TiGPU。相关参数设置:输
入图片尺寸为640×640,训练次数为300,batch-size
设置为16,初始学习率设置为0.01,权重衰减系数设

置为0.0005,mosic数据增强系数设置为1.0。

  实验采用平均精度(averageprecision,AP)和
平均精度均值(meanaverageprecision,mAP)作为

模型缺陷检测性能的评价指标。AP 为平均精度,其
值为 不 同 阈 值 下 精 确 率 (Precision)和 召 回 率

(Recall)曲线与坐标轴围成的面积,用于评估单个类

别的检测性能;mAP 为所有类别AP 的平均值,可以

衡量模型的多目标检测性能。采用单张图片的处理

延迟(latency)作为模型检测速度的评估指标,延迟

时间为推理时间和NMS时间之和,latency越小,缺
陷检测速度越快。计算量和参数量(params)分别用

来衡量模型的时间复杂度和空间复杂度。相关公式

如下所示:

  Precision= TP
TP+FP

,Recall= TP
TP+FN

,

(7)

  AP =∫
1

0
p(r)dr,mAP = AP

Classes_num
, (8)

式中,TP 为正确识别的正样本,TN 为正确识别的

负样本,FP 为错误识别的正样本,FN 为错误识别的

负样本,p(r)为Precision-Recall曲线,Classes_num
为类别数。

4.2 数据增强实验

  为了验证数据增强对模型缺陷检测性能的影

响,使用YOLOv5m和YOLOv5-CAtiny模型分别进

行数据增强前后的对比实验,测试结果如表2所示。
其中,“√”表示使用扩充后的数据集训练模型;无标

记则表示使用基础数据集训练模型。可以看出,由
于数据增强扩充了漏油和划痕缺陷的图片数量,降

表2 不同模型在数据增强前后的检测性能对比

Tab.2 Comparisonofdetectionperformanceofdifferent

modelsbeforeandafterdataenhancement

Model Data
augmentation mAP

AP
F G S

YOLOv5m √ 0.78
0.821

0.851
0.868

0.723
0.786

0.766
0.810

YOLOv5-
CAtiny √ 0.771

0.804
0.847
0.877

0.741
0.764

0.726
0.769
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低了样本不平衡比例,使得训练后模型的检测效果

较好,各类别的AP 值均有所提高,验证了本文数据

增强的有效性。

4.3 模型性能对比

  为了验证改进网络结构的缺陷检测效果,本文

对 MobileNetV3 替 换 YOLOv5m 主 干 网 络

(YOLOv5-MNtv3)、YOLOv5-MNtv3+CA 模 块

(YOLOv5-MCA)、改进 YOLOv5-MCA 的 Neck结

构(YOLOv5-CAtiny)以及原始YOLOv5m4种网络

结构分别训练两次,每种模型选择最后一轮epoch的

训练权重进行测试,缺陷检测结果取两次测试的平

均值,不同网络结构的性能对比如表3所示。

表3 4种网络结构的性能对比

Tab.3 Performancecomparisonoffournetworkstructures

Model Params
/M

GFL
OPs

Latency
/ms mAP

AP
F G S

YOLOv5m 21.1 50.3 12.0 0.8210.8680.786 0.81
YOLOv5-MNtv35.47 10.3 8.6 0.7780.8350.7270.774
YOLOv5-MCA 5.49 10.3 8.7 0.8070.8890.7550.776
YOLOv5-CAtiny4.85 9.6 8.2 0.8040.8770.7640.769

  由表3可知,对YOLOv5m主干网络使用 Mo-
bileNetV3进 行 替 换 后,网 络 模 型 参 数 量 下 降 了

74.1%,计 算 量 下 降 了79.5%,延 迟 时 间 减 少 了

28.3%,mAP 降低了4.3%;在此基础上添加轻量级

CA模块后,提高了模型对于小目标缺陷的检测能

力,异物和漏油的AP 值分别提升了5.5%和2.8%,
而且没有增加额外的计算开销;最后对Neck结构进

行优化,深度可分离卷积替换标准卷积后并没有对

检 测精度造成很大的影响,并且延迟时间进一步

减小。

  不同模型的缺陷检测结果对比如图8所示,3种

关键部件缺陷的检测结果相似,YOLOv5-CAtiny并

没有出现漏检情况,且异物、漏油缺陷的置信度均高于

YOLOv5m。YOLOv5-CAtiny相较于原始 YOLOv5m
网络结构,在mAP 仅降低1.7%的情况下,网络模型

的参数量减少了77%,计算量减少了80.9%,延迟时

间减少31.7%,在保持较高缺陷检测精度的同时,极
大降低了模型复杂度,提高了缺陷检测实时性。因

此,改进后的网络结构在模型复杂度和速度上均有

很大的优势,为海量动车组关键部件的缺陷图片检

测和后续移动平台的部署提供了有利条件。

  为进一步验证本文改进模型的有效性,在相同

数据集和实验环境的条件下,将本文算法同常见的

两阶段目标检测算法FasterR-CNN、单阶段目标检

测算 法 SSD、YOLOv3Tiny、YOLOv4Tiny、YOLOv5s
进行对比实验,测试结果如表4所示。由表4可知,

YOLOv5-CAtiny的检测精度仅次于 YOLOv5m,明
显优于其他目标检测算法;在模型复杂度上,计算量

略高于 YOLOv4Tiny,但本文算法的 mAP 提升了

18.4%;在检测速度上,YOLOv3Tiny、YOLOv4Tiny
的延迟时间均低于本文算法,但其检测精度均无法满

足缺陷检测要求。综上所述,本文算法的缺陷检测

性能优于其他算法。

图8 缺陷检测结果对比图:
(a)YOLOv5m算法;(b)YOLOv5-CAtiny算法

Fig.8 Comparisonofdefectdetectionresults:
(a)YOLOv5malgorithm;

(b)YOLOv5-CAtinyalgorithm

表4 不同模型的性能对比

Tab.4 Performancecomparisonofdifferentmodels

Model Parms
/M

GFL
OPs

Latency
/ms mAP

AP
F G S

FasterR-CNN 137.1185.2 53.9 0.549 0.80 0.43 0.42
SSD 26.2 31.4 22.8 0.71 0.81 0.67 0.63

YOLOv5s 7.2 16.4 7.9 0.6810.7530.6760.616
YOLOv5m 21.1 50.3 12.0 0.8210.8680.7860.810
YOLOv3Tiny 8.9 13.2 4.5 0.5750.6380.4680.619
YOLOv4Tiny 6.1 8.2 7.0 0.62 0.69 0.59 0.56
YOLOv5-CAtiny 4.85 9.6 8.2 0.8040.8770.7640.769

4.4 NEU-DET测试实验

  NEU-DET表面缺陷数据集是缺陷检测领域常

用的公开数据集,包含1800张热轧带钢的6种典型
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表面缺陷图像[26]。如图9所示,NEU-DET数据集

和动车组关键部件缺陷图像特性和背景具有一定的

相似性[3],使用该数据集在一定程度上可以反映出

模型的泛化能力。鉴于动车组关键部件缺陷样本相

对稀缺,本文选用 NEU-DET数据集对不同模型进

行测试实验,实验结果如表5所示。可以看出,在检

测速度上,YOLOv5-CAtiny的单张图片检测时间为

13.7ms,远低于FasterR-CNN、MPDD、DDN;在检

测精度上,mAP 仅比 MPDD模型低1%,相比其他

模型具有一定的优势,验证了YOLOv5-CAtiny的优

越性能和实际应用价值。

图9 NEU-DET表面缺陷数据集

Fig.9 NEU-DETsurfacedefectdatabase

表5 不同模型在NEU-DET上的检测性能对比

Tab.5 Comparisonofdetectionperformanceof

differentmodelsonNEU-DET

Model Latency/ms mAP

FasterR-CNN 57.9 0.601
SSD 14.2 0.615
MPDD[3] 203.0 0.765

DDN(ResNet34)[26] 50.0 0.748
YOLOv5-CAtiny 13.7 0.764

5 结 论

  为解决当前动车组关键部件缺陷检测实时性

低、小目标检测效果差和模型复杂而难以在移动端

部署的问题,本文提出一种基于改进YOLOv5的缺

陷 检测方法,并通过对比实验验证了该方法的有

效性。

  1)该方法通过轻量级网络 MobileNetV3-large
对YOLOv5m的主干网络进行替换,在检测精度降

低1.7%的情况下,网络模型的参数量和计算量分别

减少了77%、80.9%,延迟时间减少了28.3%,有利

于在资源受限的移动设备上部署。

  2)在主干网络添加了CA模块,训练过程可以

融合特征图的位置信息,减少了异物、漏油小目标缺

陷的 漏 检 率,两 者 的AP 值 分 别 提 升 了5.5%、

2.8%。

  3)Neck结构选用深度可分离卷积进行卷积操

作,在保证检测精度的同时,进一步降低模型计算

量。DIOU-NMS增加了预测框定位的准确性,同时

加快了收敛速度,提升了模型的缺陷检测性能。

  实验结果表明,YOLOv5-CAtiny在保持较高检

测精度的情况下,大幅度降低了模型的参数量和计

算量,提高了小目标检测准确率和缺陷检测实时性,
检测性能与目前常见的目标检测算法相比也具备一

定的优势。在 NEU-DET 数 据 集 上 的 结 果 表 明,

YOLOv5-CAtiny的mAP 可达到0.764,检测速度优

于其他方法,验证了改进算法具有较强的泛化能力

和鲁棒性。下一步将对异物缺陷遮挡问题进行研

究,对YOLOv5网络结构进一步优化,提升缺陷检测

模型的实用性。

参考文献:
[1] ZHOUW,SHITY,LIP,etal.Defectsdetectionandseg-

mentationofoperationsafetyimageofEMUbasedon

convolutionalneuralnetwork[J].JournalofTheChina

RailwaySociety,2019,41(10):76-83.

周雯,史天运,李平,等.基于卷积神经网络的动车组行

车安全图像缺陷检测与分割[J].铁道学报,2019,41

(10):76-83.

[2] WEIX,JIANGS,LIY,etal.Defectdetectionofpanto-

graphslidebasedondeeplearningandimageprocessing

technology[J].IEEETransactionsonIntelligentTranspor-

tationSystems,2020,21(3):947-958.

[3] ZHAOB,DAIMR,LIP,etal.Defectdetectionmethodfor

electricmultipleunitskeycomponentsbasedondeep

learning[J].IEEEAccess,2020,8:136808-136818.

[4] ZHANGHD,YUANX,LIDY,etal.Aneffectiveframe-

workusingidentificationandimagereconstructionalgo-

rithmfortraincomponentdefectdetection[J].AppliedIn-

telligence,2022.

[5] GIRSHICKR,DONAHUEJ,DARRELLT,etal.Richfea-

turehierarchiesforaccurateobjectdetectionandseman-

ticsegmentation[C]//2014IEEEConferenceonComput-

erVisionandPatternRecognition,June23-28,2014,Co-

lumbus,USA.NewYork:IEEE,2014,580-587.

·957·第7期 徐国伟等:基于改进 YOLOv5的动车组关键部件缺陷检测                    



[6] HEK,ZHANGX,RENS,etal.Spatialpyramidpoolingin

deepconvolutionalnetworksforvisualrecognition[J].

IEEETransactionsonPatternAnalysisandMachineIntel-

ligence,2015,37(9):1904-1916.

[7] GIRSHICKR.FastR-CNN[C]//2015IEEEInternational

ConferenceonComputerVision,December.13-16,2015,

Santiago,Chile.NewYork:IEEE,2015,1440-1448.

[8] XUGJ,ZHANGY,LAIXY.Recognitionapproachesof

teabudimagebasedonfasterR-CNNdepthnetwork[J].

JournalofOptoelectronics·Laser,2020,31(11):1131-

1139.

许高建,张蕴,赖小燚.基于FasterR-CNN深度网络的

茶叶嫩芽图像识别方法[J].光电子·激光,2020,31

(11):1131-1139.

[9] XUGY,YIMY.ImprovedSSDobjectdetectionalgorithm

basedonspace-channelattention[J].JournalofOptoe-

lectronics·Laser,2021,32(9):970-978.

许光宇,尹孟园.基于空间-通道注意力的改进 SSD目

标检测算法[J].光电子·激光,2021,32(9):970-978.

[10]LICY,YAOJM,LINZX,etal.Objectdetectionmethod

basedonimprovedYOLOlightweightnetwork[J].Laser

&OptoelectronicsProgress,2020,57(14):141003.

李成跃,姚剑敏,林志贤,等.基于改进YOLO轻量化网

络的目标检测方法[J].激光与光电子学进展,2020,57

(14):141003.

[11]LIWJ,XUG W,KONG W G,etal.Researchontarget

detectionofplantleaf-stemintersectionbasedonim-

provedYOLOv4[J].ComputerEngineeringandApplica-

tions,2022,58(4):221-228.

李文婧,徐国伟,孔维刚,等.基于改进YOLOv4的植物

叶茎交点目标检测研究[J].计算机工程与应用,2022,

58(4):221-228.

[12]HOWARDA,SANDLERM,CHENB,etal.Searchingfor

mobileNetV3[C]//2019IEEEInternationalConferenceon

ComputerVision,October27-November.2,2019,Seoul,

Korea.NewYork:IEEE,2019,1314-1324.

[13]RANR,XUXH,QIUSH,etal.Reviewofcrackdetection

methodsbasedondeepconvolutionalneuralnetworks

[J].ComputerEngineeringandApplications,2021,57

(9):23-35.

冉蓉,徐兴华,邱少华,等.基于深度卷积神经网络的裂

纹检测方法综述[J].计算机工程与应用,2021,57(9):

23-35.

[14]ZHUXH,QIANLP,FUW.Overviewofresearchonim-

agedataenhancementtechnology[J].SoftwareGuide,

2021,20(5):230-236.

朱晓慧,钱丽萍,傅伟.图像数据增强技术研究综述

[J].软件导刊,2021,20(5):230-236.

[15]GOODFELLOWIJ,POUGET-ABADIEJ,MIRZAM,etal.

Generativeadversarialnets[C]//InternationalConfer-

enceonNeuralInformationProcessingSystems,Decem-

ber8-13,2014,Montreal,Canada.New York:IEEE,

2014:2672-2680.

[16]LIANGJJ,WEIJJ,JIANGZF.Generativeadversarial

networksGANoverview[J].JournalofFrontiersofCom-

puterScienceandTechnology,2020,14(1):1-17.

梁俊杰,韦舰晶,蒋正锋.生成对抗网络 GAN综述

[J].计算机科学与探索,2020,14(1):1-17.

[17]ZHUJY,PARKT,LSOLAP,etal.Unpairedimage-to-im-

agetranslationusingcycle-consistentadversarialnet-

works[C]//2017IEEEInternationalConferenceonCom-

puterVision,October.27-29,2017,Venice,Italy.New

York:IEEE,2017:2242-2251.

[18]WANGZY,ZHANGG,YANGQ,etal.Researchonsur-

facedefectrecognitionofcopperstripbasedonYOLOv4

[J].JournalofOptoelectronics·Laser,2022,33(2):

163-170.

王紫玉,张果,杨奇,等.基于YOLOv4的铜带表面缺陷

识别研究[J].光电子·激光,2022,33(2):163-170.

[19]WANGCY,LIAOH,WUYH,etal.CSPNet:Anewback-

bonethatcanenhancelearningcapabilityofCNN[C]//

2020IEEE/CVFConferenceonComputerVisionandPat-

ternRecognitionWorkshops,June13-19,2020,Seattle,

USA.NewYork:IEEE,2020:1571-1580.

[20]LIWT,PENGL.Smallobjectsdetectionalgorithmwith

multi-scalechannelattentionfusionnetwork[J].Journal

ofFrontiersofComputerScienceandTechnology,2021,

15(12):2390-2400.

李文涛,彭力.多尺度通道注意力融合网络的小目标检

测算法[J].计算机科学与探索,2021,15(12):2390-

2400.

[21]RENH,WANGXG.Reviewofattentionmechanism[J].

JournalofComputerApplications,2021,41(S1):1-6.

任欢,王旭光.注意力机制综述[J].计算机应用,2021,

41(S1):1-6.

[22]JIEH,LIS,GANGS.Squeeze-and-excitationnetworks

·067·                 光 电 子 · 激 光 2023年 第34卷



[C]//ProceedingsoftheIEEEConferenceonComputer

VisionandPatternRecognition,June18-23,2018,Salt

LakeCity,USA.NewYork:IEEE,2018:7132-7141.

[23]HOUQB,ZHOUDQ,FENGJS.Coordinateattentionfor

efficientmobilenetworkdesign[C]//Proceedingsofthe

IEEEConferenceonComputerVisionandPatternRecog-

nition,June19-25,2021,Online.NewYork:IEEE,2021:

13713-13722.

[24]CHOLLETF.Xception:Deeplearningwithdepth-wise

separableconvolutions[C]//Proceedingsof2017IEEE

ConferenceonComputerVisionandPatternRecognition,

July21-26,2017,Hawaii,USA.NewYork:IEEE,2017:

1251-1258.

[25]GONGM,WANGD,ZHAOX,etal.Areviewofnon-maxi-

mumsuppressionalgorithmsfordeeplearningtargetde-

tection[C]//SeventhSymposiumonNovelPhotoelec-

tronicDetectionTechnologyandApplication2020,March

12,2021,Kunming,China.Bellingham,WA,USA:SPIE,

2021,11763:1176332.

[26]HEY,SONGKC,MENGQG,etal.Anend-to-endsteel

surfacedefectdetectionapproachviafusingmultiplehi-

erarchicalfeatures[J].IEEETransactionsonInstrumenta-

tionandMeasurement,2020,69(4):1493-1504.

作者简介:

徐国伟 (1972-),男,工学博士,教授,硕士生导师,研究方向为智能

控制理论与人工智能.

·167·第7期 徐国伟等:基于改进 YOLOv5的动车组关键部件缺陷检测                    




