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摘要:针对现有煤矸分选方法存在模型复杂、实时性差、特征易丢失等问题,构建了一种轻量化煤

矸分选网络 GC-ResNet18。GC-ResNet18利用幽灵卷积(ghostconvolution,GC)线性生成ghost映

射的特性,剔除煤和矸石相似性特征的冗余信息。借助Softpool的下采样激活映射,保留、凸显煤

和矸石的特征信息并去除冗余参数,防止过拟合现象。引入 GC自注意力机制,融合SENet的轻

量化和 NLNet长距离信息全局捕获的优势,使网络记忆、放大煤矸图像间的细微差异特征,提升

煤矸图像的识 别 准 确 率。实 验 结 果 表 明,GC降 低 了46.6%的 参 数 量,GC自 注 意 力 机 制 在 CI-
FAR10、CIFAR100上分别提升1.44%、2.32%的准确率,而Softpool池化在上述两个数据集中分别

提升了0.22%、0.17%。通过对比实验,全面改进后的 GC-ResNet18网络在训练效率和分类精度上

优于 VGG19-S-GDCNN、SBP-VGG-16等模型,在CIFAR10和CIFAR100数据集中的分类精度与同

规模的网络相比均达到最优的94.07%和74.95%,并最终在自建煤矸数据集上达到了97.2%的分

类准确率。
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Abstract:Aimingattheproblemsofcomplexmodel,poorreal-timeperformanceandeasylossofcharac-
teristicsintheexistingcoalgangueseparationmethods,alightweightcoalgangueseparationnetwork
GC-resnet18isconstructed.GC-resnet18usesghostconvolution(GC)tolinearlygenerateghostmapto
eliminateredundantinformationofsimilaritycharacteristicsofcoalandgangue.WiththehelpofSoft-
pool'sdownsamplingactivationmapping,thecharacteristicinformationofcoalandgangueisretained
andhighlighted,andredundantparametersareremovedtopreventoverfitting.GCself-attentionmecha-
nismisintroducedtointegratetheadvantagesoflightweightofSEnetandglobalcaptureoflong-distance
informationofNLNet,soastomakethenetworkrememberandenlargethesubtledifferencecharacter-
isticsbetweencoalgangueimages,andimprovetheaccuracyofcoalgangueimagerecognitionaccuracy.
TheexperimentalresultsshowthatGCreducestheamountofparametersby46.6%,andtheaccuracy
ofGCself-attentionmechanismisimprovedby1.44%and2.32%onCIFAR10andCIFAR100respec-
tively,whileSoftpoolpoolingisimprovedby0.22%and0.17%ontheabovetwodatasetsrespectively.
Throughcomparativeexperiments,thecomprehensivelyimprovedGC-ResNet18networkisbetterthan
VGG19-S-GDCNN,SBP-VGG-16andothermodelsintrainingefficiencyandclassificationaccuracy.The
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classificationaccuracyinCIFAR10andCIFAR100datasetsisthebest94.07%and74.95%compared
withthenetworkofthesamescale,andfinallyreaches97.2%classificationaccuracyinself-builtcoal
ganguedatasets.
Keywords:coalganguesorting;neuralnetwork;ghostconvolution(GC);highefficientpoolinglayer;
self-attentionmechanism

0 引 言

  煤炭是世界上最重要的化石能源之一,开采

过程中夹杂的矸石,不仅影响标煤燃烧热值,还会

污染环境[1],因此煤矸分选工作意义重大。然而,
常用的重介质法和跳汰 法,工 艺 复 杂、设 备 成 本

高,水资源浪费严重;γ射线法等则污染环境且危

害人体健康;而基于图像识别的煤矸分选方法,因
具有效率高、成本低、无污染的特点而受到广大学

者的关注。
  卷积神经网络(convolutionalneuralnetwork,
CNN)可以自动学习图像的特征信息,已被广泛应

用于煤矸图像的目标识别领域。如PU等[2]通过

引入著名的 VGG16深度CNN模型和迁移学习技

术识别出了煤与煤矸石,大 大 节 省 了 人 力 成 本;
HONG[3]等使用 AlexNet并结合SVM 算法实现

了煤 和 矸 石 的 高 准 确 率 识 别;HUANG 等[4]在

SqueezeNet网络基础上结合深度可分离卷积构建

了SqueezeNet-DS轻量型网络模型,实现了煤与矸

石的快速识别。上述方法虽在煤矸石识别工作中

取得了不错的效果,但是模型结构复杂,识别效率

低,鲁棒性差,在复杂的实际分选环境下,结果差

强人意。恶劣的实际分选现场环境、高速的运输

皮带,都对煤矸分选模型的网络体积、复杂度和运

行效率提出了更高要求,而现有的大多模型因自

身可观的计算量等问题无法满足煤矸分选的实时

性需要,因此,如何加快模型效率是目前煤矸分选

领域亟待解决的问题之一。
  为了提高煤矸石的分类识别精度和速度,实
现高效率、高精度、低消耗、低人力的识别效果,提
出一种轻量级CNN识别算法 GC-ResNet18,它是

侧重于提取煤矸灰度和纹理特征信息差异的轻量

型神经网络,对实现煤矸石精准分选工作具有重

要意义。

1 轻量化煤矸识别网络GC-ResNet18
  GC-ResNet18以ResNet18[5]为骨干网络,网络

依次由初级特征提取模块(primaryfeatureextrac-
tionmodule)、残差模块(residualmodule)和图像分

类模块(imageclassificationmodule)构成。其结构

见图1。初级特征提取模块中使用高效池化层Soft-

pool[6]替换常规池化层,更好地保证输入特征的完整

性。残差模块中使用幽灵卷积(ghostconvolution,
GC)替换GCR块中的所有常规卷积层,同时在GCR
块中引入GC自注意机制,以加快网络计算效率并提

高对煤矸特征的识别能力。图像分类模块接收残差

模块提取的有效特征,并利用softmax分类层得到对

煤和矸石的分类结果。

图1 GC-ResNet18网络结构图

Fig.1 DiagramofGC-ResNet18networkstructure

1.1 初级特征提取模块

  初级特征提取模块旨在保留并凸显煤和矸石的

灰度、纹理特征信息,而广泛使用的的最大池化和平

均池化两种操作又是丢失特征信息的主要环节,这
将对CNN 识别煤和矸石产生不利的影响。Soft-
pool[7]是一种新型高效池化层,是基于softmax加权

方法来保留输入基本属性的同时放大更大强度的池

化操作。笔者将其加入到初级特征提取模块中的普

通卷积层之后,凭借其优异的池化效果达到网络的

轻量化目的。Softpool操作包括前向和反向两个过

程,具体操作过程见图2。

图2 Softpool操作过程

Fig.2 Softpooloperations
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  假设初始输入X 经过Conv(7×7)卷积层后得

到激活映射a。正向操作中,Forward内核使用每个

激活的指数softmax值作为权重来计算区域R 的加

权和,梯度也使用相同的权重,用Backward内核表

示,激活梯度与计算得到的softmax权重成正比,wi

和a 计算方式为:

  wi = eai

∑j∈Re
aj

  a=∑j∈Rwi*ai。 (1)

  反向操作中,梯度更新与前向传递期间计算的

权重成比例,先对a 进行求导得到∇a,再由前向操

作中得到的wi 计算得出∇a,计算方式为:

  ∇ai =wi*∇a(i∈R), (2)
式中,a表示a 加权和,∇a表示a 的梯度值,∇a表

示a 的梯度值,R 表示激活区域内的最大近似值(i,j
∈R),wi 表示区域R 的权重。

  与常规池化操作不同,Softpool为区域R 内的

每个正激活分配一个最小的非零权值,其权重与相

应的激活值一起参与非线性变换,其中较高的激活

比较低的激活占更多的主导地位,因为大多数池化

操作都是在高维特征空间中执行,突出较高的激活

的影响比简单地选择最大值或平均值是一种更平衡

的方法。该池化方法可以平衡AvgPool和 MaxPool
的不利影响,同时兼有两者的有利属性。所以,选择

Softpool去除冗余参数特征在防止过拟合以及凸显

重要特征方面的效果更优。此外,Softpool还在节省

计算资源和内存开销方面也有着更为出色的表现,
这对在实际工作环境中的嵌入煤矸识别模型提供了

一定的优势。

1.2 残差模块

  残差模块对煤矸的有效特征完成进一步筛选,
加强网络模型对关键特征的学习能力。该模块由4
个依次相连的GCRblock组成,它是在ResNet18[5]

的基础残差块(basicblock)中引入GC和GCblock
得到的,GCRblock的结构见图3,它的卷积层全部

图3 GCRblock实现过程

Fig.3 GCRblockimplementationprocess

是GC,且在每个残差连接中都插入了GCblock自

注意模块。

1.2.1 GC
  在进行煤矸石识别的过程中,CNN产生的计算

量大多来自于卷积运算过程,因此,从卷积层方面入

手是实现模型轻量化的方法之一。HAN等[8]提出

一个仅通过少量卷积计算就能生成大量特征图的卷

积操作———GC。

  传统卷积提取图像特征会导致细节信息的遗

漏,且煤矸石分选对细节特征要求严格,而GC作为

典型代表,其内部线性运算能够强化输入数据的区

分能力,以及削弱不相关因素。因此借助 GC,并利

用煤和矸石相似性之间的冗余信息,线性地生成

ghost映射,可以实现对同类图像特征的快速、全面

的学习。在每个独立的残差模块中,利用不同大小

的卷积核逐步提取特征信息,利用可变步长卷积实

现图像通道信息的维数增减,前后层的信息流通过

残差连接进行监督和加强。

  引入的GC与常规卷积的区别在于采用线性变

换代替常规卷积中的大部分卷积,大大减少由卷积

过程产生的计算量,从而达到网络轻量化效果,与此

同时还加快了网络训练速度,提升了分类识别效率。

1.2.2 GC自注意力机制

  现有的煤矸分选网络是通过学习煤和矸石之间

的差异性特征,注意力机制作为能有效提升模型性

能的潜在手段,可以直接有效地提升轻量型神经网

络的性能且不给网络增加额外的负荷,进而实现更

精准 的 煤 矸 识 别 效 果。常 见 的 CBAM[9]、SE[10]、

ECA等[6]注意力机制的原理多是基于图像特征在空

间和通道方面的进一步利用,但它们的作用范围也

只是关注与之邻近区域的特征信息,将其应用到煤

矸等差异特征不大的识别任务中,效果并不明显。

GC[11]自注意机制是一种能够将全局上下文信息融

合到 通 道 中 实 现 网 络 性 能 提 升 的 方 法,它 将

SENet[10]的轻量化特点和 NLNet[12]捕获长距离信

息全局上下依赖关系的优势结合起来,进而实现比

单一网络更好的性能提升。

  GCblock结构见图4,它能够使网络记忆并放大

煤和矸石之间的细微差异特征并提醒网络在特征提

取过程中重点学习这种差异特征,以此作为煤矸的

主要判断依据,对于提升煤矸识别准确率来说极为

有效。

  图4中,C 表示输入图像通道数,H、W 分别表

示输入图像高度和宽度,r表示瓶颈比率,C/r表示
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瓶颈的隐藏表示维,Wk、Wv1、Wv2分别表示不同位置

的线性变换矩阵,表示矩阵乘法,表示加法

操作。

图4 GCblock结构图

Fig.4 DiagramofGCblockstructure

  GCblock是一种全局上下文建模构件,内部包

含上下文建模模块(ContextModeling)和信息转换

模块(Transform)。其中ContextModeling模块用

来捕获输入图像全局特征通道信息间的相关依赖

性,进而实现通道注意力机制的效果,假设 GCR
block1中最后的 GCblock层输入为Y,则Context
Modeling模块内的计算过程为:

  Y1 =Y  (WkY)softmax, (3)
式中,Wk 表示ContextModeling模块内卷积层对应

的线性变换矩阵,softmax表示执行相应函数映射,

Y1 表示输入Y 经过ContextModeling模块后得到

的结果,至此,全局通道间依赖性信息捕获完成,GC
block实现自注意效果。随后将Y1 送入Transform
模块中去,使用两个1×1卷积层完成特征信息的瓶

颈转换,其目的是模仿SEblock中瓶颈结构来有效

减少参数量,具体实现过程为:

  Y2 =Wv2(LN(Wv1Y1))ReLU, (4)
式中,Wv1、Wv2分别表示Transform模块内部不同位

置的线性变换矩阵,LN 表示对层归一化,ReLU表

示执行相应激活函数操作,Y2 为Y1 经过Transform
模块计算后的输出结果,因此完整的GCblock模块

实现过程为:

  X2 =Y+Wv2(LN(Wv1(Y 
(WkY)softmax)))ReLU, (5)

式中,X2 为输入特征Y 经过整个GCblock后得到

的结果,同时也是GCRblock1最终的输出。

  至此,GCblock在有效降低参数量的同时实现

全局通道信息间的自我关注机制。通过在残差连接

中引入GC自注意模块,实现了煤矸的高精度、高效

率分类识别。

1.3 图像分类模块

  进行煤矸分类识别的过程首先是将煤和矸石的

图像输入到CNN模型中,然后通过卷积层得到煤和

矸石图像的轮廓、灰度、纹理等相关特征图,通过池

化层对特征图进行降维处理,其次通过图像分类模

块中的全连接层整合卷积层和池化层中学习到的特

征信息,得到煤和矸石的特征向量,最终通过该模块

的softmax分类层得到煤和矸石的种类。

  该模块保留了ResNet18网络的原有结构,包括

Softpool池化层、全连接层FC和softmax分类器。
在接收初级特征提取模块和GC-ResNet18残差模块

中传入的特征信息时,全连接层能够保持较大的模

型容量,从而保证模型表示能力的迁移,而softmax
分类器具有更好的解释性,让取阈值等操作更加顺

理成章,输出为概率,最终概率的最大值即为识别

目标。

2 煤矸数据集建立

  为了更好地实现在实际应用环境下煤与矸石的

有效分选,对煤和矸石在实际场景下进行了充分的

图像采集和数据集制作。煤和矸石如图5所示。采

集煤矸石图像时保持光源大小一致,光照强度不变,
减少光照对煤矸石图像的影响。由于煤矸图像的光

照、矿石位置与矿石形状随机性较强,且图像纹理构

成较为简单,因此,提取更为有效的特征尤为重要。
煤与矸石在纹理和光泽上都有差异,煤在图像中表

现为有光泽的岩石,且随着变质程度的增高显示出

各种类型的光泽。矸石一般不具有光泽的成分,所
以其块状结构的图像表现一般,为无光泽的固态岩

石。因而,提取煤和矸石图像的纹理特征用于煤矸

分选存在可行性。此外,煤的图像更黑,而矸石的图

像更加灰白,这是煤和矸石最直接、最显著的外在特

征。因此,通过提取煤和矸石的灰度特征也同样

可行。

  煤矸数据集采集原始图像931幅,大小均为

3016×4032,其中原煤图像449张,矸石图像482
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张。为了防止训练过程出现过拟合现象,后期通过

旋转、裁剪及亮度调节等方式实现数据集增强,最终

得到煤矸数据集共包含3724张224×224大小的图

像,其中原煤图像1796幅,矸石图像1928幅。随后

使用Labelme工具完成全部图像的标注工作。其

中,训练集:测试集=4∶1。

图5 煤和矸石:(a)(c)煤;(b)(d)矸石

Fig.5 Coalandgangue:(a)(c)Coal;(b)(d)Gangue

3 实验结果及分析

  实验在Pytorch1.5.0、NVIDIAGTX2080Ti
的PC上开展,训练GC-ResNet18网络时,迭代轮数

设置为120个Epoch,学习率初始化为0.1,每训练

30个Epoch学习率衰减为原来的十分之一,采用随

机梯度下降+动量法(SGD+Moument)训练。

  实验在CIFAR10、CIFAR100及自制的煤矸数

据集上进行。数据集CIFAR10和CIFAR100均是

32×32的彩色图像,分别包含10、100个类别。使用

参数量(Params,P)、浮点计算量(FLOPs,F)和测试

集上的准确率(Acc,A)作为模型的评价指标,前两个

指标的值越低越好,最后一个指标的值越高越好。

3.1 消融实验

  GC-ResNet18网络是以ResNet18为骨干网络,
通过替换GC、添加GC自注意力机制和优化池化层

实现优化网络,针对上述3个方面的改进策略进行

实验来测试其具体效果。

  1)GC替换

  首先对GC的替换效果进行测试,测试方案为:

a.在ResNet18网络上使用CIFAR10、CIFAR100标

准数据集进行训练。b.在用 GC替换 ResNet18网

络中所有常规卷积的改进网络上使用CIFAR10、CI-
FAR100标准数据集进行训练。测试结果见表1。

  由表1可见:方案b相较于方案a在模型参数量

方面大幅降低,降幅约为46.6%,而准确率方面则略

微下降。综合来看,使用GC替换常规卷积给模型带

来的性价比更高,因此,采用GC来优化ResNet是可

行的。

表1 GC替换实验结果

Tab.1 ExperimentalresultsofGCsubstitution

Result
CIFAR-10 CIFAR-100

P/M F/G A/% P/M F/G A/%
a 0.2385 0.037 92.97 0.2385 0.037 73.68
b 0.1273 0.022 92.53 0.1273 0.022 73.12

  2)添加GC自注意机制

  随后,在上一步实验基础上向网络中添加GC自

注意机制并进行对比实验,实验方案为:c.使用不添

加注意力机制的网络在CIFAR10、CIFAR100标准

数据集上进行测试。d.使用添加了GC自注意力机

制的网络进重复c中的实验。测试结果见表2。

表2 GC自注意力测试结果

Tab.2 TestresultsofGCself-attentionmechanism

Result
CIFAR-10 CIFAR-100

P/M F/G A/% P/M F/G A/%
c 0.1273 0.022 92.53 0.1273 0.022 73.12
d 0.1271 0.022 93.86 0.1271 0.022 74.82

  由表2可见:添加了GC自注意力机制的方案d
相较于未添加的方案c在参数量上略微降低,浮点计

算量不变,但方案d在两种数据集上的测试准确率

均有 所 提 高,其 中 CIFAR10上 提 升1.44%,CI-
FAR100上提升2.32%。由此可见,添加GC自注意

力机制来提升模型识别准确率是可行的。

  3)Softpool池化层替换

  进一步地,在确定GC自注意力机制添加策略有

效性的基础上,设计不同实验方案来验证Softpool
高效池化层的有效性,实验方案为:e.在未引入Soft-
pool池化层的网络上使用CIFAR10、CIFAR100标

准数据集进行测试。f.引入Softpool池化层后重复

e中的实验。实验结果见表3。

  由表3可见:引入Softpool池化层后的方案f未

引起参数量的变化,但在浮点计算量上有所降低,准
确率方面则比方案e略微上升,其中在CIFAR10上
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提升0.22%,CIFAR100上提升0.17%。综合来看,
引入Softpool池化层在改善模型复杂度和提升准确

率两个方面都有着一定的优化作用,因此采用Soft-
pool池化层优化网络是可行的。

表3 Softpool池化层替换实验结果

Tab.3 ExperimentresultofSoftpoolpoolinglayerreplacement

Result
CIFAR-10 CIFAR-100

P/M F/G A/% P/M F/G A/%
e 0.1271 0.022 93.86 0.1271 0.022 74.82
f 0.1271 0.020 94.07 0.1271 0.020 74.95

  综上,GC替换可以使网络轻量化,GC自注意力

机制能有效提升模型准确率,Softpool池化层在降低

模型复杂度和提升模型性能上均有促进作用,由此

确定GC-ResNet18网络的结构见表4。

表4 GC-ResNet18网络结构(Input:224×224)

Tab.4 GC-ResNet18networkarchitecture(Input:224×224)

3.2 对比实验

  确定GC-ResNet18网络的结构后,在两个经典

数据集上开展对比实验,以验证分类识别效果。在

数据集CIFAR10上测试,并和文献[8]、[13]、[14-
17]中的方法对比,结果见表5,粗体表示最好结果,
加下划线表示第二好的结果。GC-ResNet18的Pa-
rams和FLOPs均是最低值,Acc最高为94.07%。

ResNet18的 Params指 标 和 Ghost-ResNet-56 的

FLOPs指标分别排名第二,但 Acc仅为92.9%和

92.7%。GC-ResNet18比 ResNet18和 Ghost-Res-
Net-56分别提高了1.17%和1.37%的准确率。

  在CIFAR100上测试,并和文献[18-22]中的方

法对比,结果见表6,由表6可见:DWConvXSepConv
获得了最好的FLOPs指标,GC-ResNet18获得了最

好的Params和最高的Acc,准确率达到了74.95%,
比DWConvXSepConv提高了0.95%。

  综合表5—6可知,GC-ResNet18网络在 CI-

FAR10、CIFAR100两个公开的数据集的分类识别

精度均获得了最高值。因此,该网络在训练效率和

分类识别精度相较于其他CNN模型具有明显的竞

争力。

表5 与其他模型在CIFAR-10上的性能比较

Tab.5PerformancecomparisonwithothermodelsonCIFAR-10

Model P/M F/M A/%
ResNet18 0.24 182 92.9
VGG-16[13] 15.0 313 93.6

Ghost-ResNet-56[8] 0.43 63 92.7
R-MnasNet[14] 3.0 - 91.3

Dagger(VGGNet)[15] 2.7 119 93.9
L1-ResNet-56[16] 0.73 91 92.5
SBP-VGG-16[17] - 136 92.5
GC-ResNet18(our) 0.127 20.48 94.07

表6 与其他模型在CIFAR-100上的性能比较

Tab.6 Performancecomparisonwithother

modelsonCIFAR-100

Model P/M F/M A/%
ResNet18 0.24 182 72.76

ShuffleNet[18] 0.91 161 69.0
MobileNetV2[19] 1.18 158 68.1
VGG16-half[20] 5.40 225 68.8

DWConvXSepConv[21] 1.59 16.8 74.0
VGG19-S-GD[22] 3.20 161 73.6
GC-ResNet18(our) 0.127 20.48 74.95

3.3 煤矸识别效果验证

  GC-ResNet18 是 针 对 煤 矸 分 选 应 用 搭 建 的

CNN模型,它在模型复杂程度和识别准确率方面具

有优越性,与其他主流网络模型相比,GC-ResNet18
性能处于上等水平,将其应用到煤矸数据集反复训

练,实验结果取平均值,如表7所示。

表7 GC-ResNet18在煤矸数据集上的表现

Tab.7 PerformanceofGC-ResNet18oncoal

andganguedatasets

Model Modelsize/M A/%
ResNet18 11.69 96.7
DenseNet121 7.05 68.68
GhostNet 5.18 94.5
MobileNetV2 5.63 92.5
GC-ResNet18 6.23 97.2

  由表7可知,GC-ResNet18网络在煤矸分选数

据集上表现出色,模型大小仅为6.23M,准确率高达

97.2%,其体积小、精度高的特点对于实际应用场景

的嵌入安装及精准实现煤矸分离作业具有十分重要

的意义。
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4 结 论

  文中提出的一种具有潜在应用前景的轻量化煤

矸分选网络 GC-ResNet18。通过引入 GC和Soft-
pool池化,有效去除了冗余参数和重叠信息,降低了

模型复杂度。同时,能够保证对煤矸的灰度、纹理等

特征的有效提取,提高网络模型的学习和分类能力,
从而高精度、高效率地完成煤矸分选工作。GC自注

意力机制使得网络更加轻量化的同时,显著提高了

分类效率和精度。本文在数据样本的扩充和减少图

像采集中的噪声干扰等方面还有提升空间。同时,
针对煤和矸石的不同类型的图像进行分选时,如何

选取合适的图像特征作为标准达到预期分选效果,
也是将来研究的重要方向。
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